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КЛАСТЕРИЗАЦIЯ: МАРКОВСЬКИЙ АЛГОРИТМ

У данiй роботi розглянуто проблему кластеризацiї на графах на основi власних зна-
чень стохастичної матрицi графа. Доведено, що власнi значення стохастичної матрицi для
великих графiв (N > 100) подiляються на три групи, одна iз яких є визначальною для чи-
сла кластерiв у графi. Використовуючи теорiю випадкових матриць, вдалося показати, що
асимптотичний розподiл пiдгрупи дiйсних частин власних значень стохастичної матрицi
графу описується напiвколовим розподiлом Вiгнера, причому параметр даного розподi-
лу є O

(
1√
N

)
. Використання стохастичних матриць дало змогу точно локалiзувати власнi

значення, що вiдповiдають за кiлькiсть кластерiв, чого не вдавалося зробити для матриць
сумiжностi. Основнi припущення моделi пов’язанi з властивостями дискретних ланцюгiв
Маркова, що дозволяє розширити область застосування отриманих результатiв на бiльш
ширший клас об’єктiв. Теоретичнi результати перевiренi на кластеризацiї часових рядiв,
що описують вартостi N = 470 акцiй S&P500 в перiод 2013 –2018 рр. Результати класте-
ризацiї даних часових рядiв показали наявнiсть 5 чiтко виражених груп, якi узгоджується
iз використаними даними.

Ключовi слова i фрази: стохастичнi матрицi, кластеризацiя часових рядiв, неструкту-
рованi данi.
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Вступ

Кластеризацiя об’єктiв рiзної природи є на даний час однiєю з найбiльш важли-
вих задач машинного навчання та глибинного навчання [11]. Всi задачi кластеризацiї
(Unsupervised learning) об’єднує декiлька спiльних проблем: визначення метрики в про-
сторi об’єктiв, для яких проводиться кластеризацiя, та визначення оптимальної кiль-
костi кластерiв для даних об’єктiв. У випадку числових даних (структурованих даних)
перша проблема вирiшується за допомогою розгляду вiдстанi в Rn як метрики. Проте
для нечислових (неструктурованих даних) вибiр потрiбної метрики вiдiграє важливу
роль при подальшiй кластеризацiї. Неструктурованi об’єкти повнiстю (або частково)
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можуть визначатися часовими рядами та графами. Кластеризацiя на графах та кла-
стеризацiя часових рядiв є одними iз найважливiших роздiлiв машинного навчання,
оскiльки багато об’єктiв задаються саме за допомогою даних неструктурованих об’є-
ктiв [3]. Тому розгляд нових алгоритмiв кластеризацiї для даних об’єктiв є одним iз
основних напрямкiв машинного навчання в даний час.

Алгоритми кластеризацiї для часових рядiв можна умовно роздiли на двi категорiї:

• Наївнi алгоритми . Дана категорiя алгоритмiв базується на припущеннi, що
часовий ряд є вектором у Евклiдовому просторi Rn. Недолiк даних алгоритмiв
очевидний, оскiльки не враховується структура моделей часових рядiв [10].

• Модель – орiєнтованi алгоритми. Данi алгоритми враховують припущення
щодо моделей часових рядiв, якi потрiбно кластеризувати.

Кожна iз запропонованих категорiй володiє своїми перевагами та недолiками, проте
спiльною проблемою для кожного алгоритму є визначення оптимальної кiлькостi кла-
стерiв kopt. Найбiльш вживаними методами для визначення kopt є метод лiктя, метод
силуета, k-Core decomposition.

В данiй роботi основна увага буде придiлена саме визначенню оптимальної кiлькiсть
кластерiв kopt в незалежностi вiд категорiї, до якої належить метод для побудови метри-
ки. На вiдмiну вiд багатьох аналогiчних робiт, в даному дослiдженнi буде використано
марковський алгоритм кластеризацiї, який грунтується на використаннi стохастичної
матрицi графа.

Так як власнi значення стохастичних матриць є визначальними при кластеризацiї
даних, варто вiдзначити роботу [4]. Biely та Thurner вивчали форму спектрiв власних
значень корреляцiйних матриць часових рядiв, отриманих iз наборiв броунiвських ви-
падкових блукань зi зсувом за часом. Данi матрицi можна розглядати як випадковi,
асиметричнi матрицi iз спецiальною структурою. У роботi показано, що спектр власних
значень є круговим для стохастичних матриць. Щiльнiсть власних значень отримано на
основi некорельованих гаусових часових рядiв. Теоретичнi результати порiвнюються зi
щiльностями власних значень, отриманими з високочастотних (5 хв) даних S&P500. У
роботi також iдентифiковано рiзнi невипадковi закономiрностi та знайдено асиметричнi
залежностi, пов’язанi з власними знаннями.

Основнi позначення та припущення

Як було зазаначено вище, часовi ряди та графи є неструктурованими об’єктами,
що робить їх подiбними в контекстi задачi кластеризацiї та визначення оптимальної
кiлькостi кластерiв kopt. Тому далi розглядатимемо лише графи, розумiючи, що часовi
ряди мають аналогiчну структуру.

Розглянемо основнi позначення графiв, якi будуть використовуватися у данiй ро-
ботi. Граф позначатимемо через G = (V,E), де V = {1, 2, . . . , N} – множина вершин
графа (окремi часовi ряди), E = {e1, . . . , em} – множина ребер графа, що з’єднують
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вершини V (визначаються модулями коварiацiй для часових рядiв). Припустимо, що
граф задається матрицею сумiжностi A:

A = AN×N ,

де елемент Aij дорiвнює ваговому коефiцiєнту мiж вершинами i та j. Припустимо, що
Aij ∈ R+, причому для графiв Aij ототожнюють з кiлькiльстю ребер мiж вершинами i
та j. Для часових рядiв Aij будемо ототожнювати iз модулем коварiацiї мiж часовими
рядами, що визначають i-й та j-й об’єкти. Стохастична матриця P , що вiдповiдає графу
G та представлена матрицею сумiжностi A, задається спiввiдношенням

Pij =
Aij
N∑
j=1

Aij

. (1)

Дана матриця є стохастичною матрицею, яка i буде основним об’єктом дослiдження в
данiй роботi.

Розглянемо декiлька основних тверджень, якi будуть далi використанi при оцiнцi
кiлькостi кластерiв kopt. Основне твердження щодо визначення оптимальної кiлькостi
кластерiв kopt тiсно пов’язане iз алгебраїчною кратнiстю власного значення λ = 1 для
стохастичної матрицi P [5].

Теорема 1. Алгебраїчна кратнiсть власного значення λ = 1 для стохастичної матрицi
P рiвна кiлькостi незвiдних класiв для ланцюга Маркова, що описується матрицею P .

Отже, дана теорема стверджує, що кiлькiсть неперетинних класiв рiвна кратностi
власного значення λ = 1 для матрицi P , що в свою чергу спiвпадає з кiлькiстю класте-
рiв. Даний результат є теоретичним, оскiльки в реальних системах всi стани є сполу-
чними. Використовуючи неперервну залежнiсть мiж елементами матрицi та її власними
значеннями, буде показано, що кiлькiсть кластерiв в стохастичнiй матрицi характеризує
кiлькiсть власних значень, близьких до 1 . Дану залежнiсть можна описати наступним
спiввiдношенням, яке буде використано при доведеннi основного твердження роботи:

N∑
i=1

(λi (A)− λi (B))2 ≤ Tr(A−B)2, (2)

де A, B – квадратнi матрицi розмiрностi N × N ; λi (A) , λi (B) , i = 1, .., N – власнi
значення матриць A, B, вiдповiдно, упорядкованi за спаданням чи зростанням.

Випадковi та стохастичнi матрицi

Теорiя випадкових матриць є однiєю iз математичних моделей автоматизованих ро-
зумних енергосистем [9], що описують функцiонування великих незалежних систем.
Одним iз основних завдань, пов’язаних iз побудовою розумної системи, є розподiл фун-
кцiй системи мiж основними "центрами" системи. Ще одним прикладом застосування
випадкових матриць є системи зв’язку та фiнансова математика, розглянутi в роботi
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[2]. Таким чином, випадковi матрицi є однiєю iз математичних моделей для опису Big
Data. Основнi результати теорiї випадкових матриць по’вязанi iз спектральним аналiзом
даних матриць, тобто iз властивостями власних значень. Одним iз найбiльш важливих
результатiв, отриманих в даному напрямку, є результати українських математикiв Мар-
ченко та Пастура [11], якими було знайдено асимптотичний розподiл власних значень
симетричної випадкової матрицi

Z =
1

m
XX ′,

де X – симетрична матриця розмiрностi n×m, елементами якої є незалежнi випадковi
величини iз нульовим середнiм та скiнченною дисперсiєю σ2. Основний результат роботи
[11] стверджує, що випадкова величина Λ, яка визначається наступним розподiлом

P (Λ ∈ B) =
1

m
# {λi (Z) ∈ B} ,

має граничним розподiлом розподiл Марченко-Пастура з параметрами (µ, a, b), який
задається щiльнiстю

f (x) =

√
(b− a)(x− a)

2πσ2µx
, x ∈ [a, b] ,

де

µ = lim
m→∞

n(m)

m
;

a = σ2(1−√µ)2;

b = σ2(1−√µ)2.

Розглянемо поняття стохастичних випадкових матриць, яке буде використане при
дослiдженнi основного результату роботи.

Означення 1. Стохастичною випадковою матрицею P називається квадратна матри-
ця, яка володiє наступними властивостями:

1. Елементи матрицi Pij є невiд’ємними випадковими величинами.

2. Елементи матрицi Pij є нормованими, тобто

N∑
j=1

Pij = 1.

3. Рядки матрицi P є незалежними випадковими векторами.

Розглянемо приклад стохастичної випадкової матрицi та розглянемо основнi особли-
востi даної матрицi. Припустимо, що матриця сумiжностi на графi A розмiрностi N×N
є випадковою матрицею, елементи якої мають рiвномiрний розподiл на довiльному iн-
тервалi [a, b], де

0 ≤ a < b <∞.
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Тобто в даному прикладi елементи матрицi мають рiвномiрний розподiл на [a, b]:

Aij ∼ U (a, b) ,

де U (a, b) – рiвномiрний розподiл на [a, b]. Використовуючи матрицю A, утворимо сто-
хастичну матрицю за формулою (1). Розглянемо деякi властивостi власних значень
матрицi P , якi безпосередньо випливають iз означення стохастичної випадкової матри-
цi.

1. З iмовiрнiстю 1, власним значенням матрицi P є λ = 1.

2. Власнi значення матрицi P задовольняють спiввiдношення

0 ≤
N∑
i=1

λi (P ) ≤ N.

3. Математичне сподiвання власних значень рiвне 1:

N∑
i=1

E(λi (P )) = 1.

Остання властивiсть є наслiдком рiвностi суми власних значень матрицi та слiду ма-
трицi:

N∑
i=1

λi (P ) =
N∑
i=1

Pii

та того факту, що всi елементи матрицi P мають однаковий розподiл. Враховуючи дане
зауваження, отримаємо наступнi спiввiдношення для елементiв матрицi P :

EPij =
1

N
.

Таким чином для власних значень матрицi P справедлива наступна рiвнiсть:

N∑
i=2

E(λi (P )) = 0,

де власнi значення матрицi P впорядкованi за спаданням дiйсних частин

1 = Re(λ1) ≥ Re(λ2) ≥ ... ≥ Re(λN).

Розглянемо результати симуляцiї власного значення λ2, яке є найближчим до 1,
тобто

λ2 = argminλi 6=1 {|λi − 1|} .

Iз наведеного нижче рис. 1 видно, що розподiл власного значення λ2 (N) "стягується"
до 0 у випадку рiвномiрного розподiлу всiх елементiв матрицi сумiжностi A. Даний
результат може бути iнтерпретований як узагальнення класичного результату в класи-
чному алгоритмi Маркова [7], який можна сформулювати наступним чином:
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Лема 1. [11] Нехай всi елементи стохастичної матрицi P рiвнi мiж собою, тобто

Pij =
1

N
.

Тодi кiлькiсть кластерiв, обчислена згiдно iз класичним алгоритмом рiвна 1 для довiль-
них значень параметрiв r та s.

Рис. 1: Розподiл λ2 матрицi P за умови Aij ∼ Unif (0, 1) з розмiрнiстю N = 10, 100, 500

(зверху вниз)

Даний результат є тривiальним наслiдком з використанням двох операцiй у класи-
чному методi:

P = P r,

P = L (P ; s) ,

де оператор L (P ; s) визначає операцiю iнфляцiї для матрицi P з параметром s. Резуль-
тат леми 1 є частинним випадком навiть для графiв невеликої розмiрностi, оскiльки
при найменших вiдхиленнях значень P вiд свого середнього значення, результати вико-
ристання класичного марковського алгоритму змiнюються в залежностi вiд параметрiв
алгоритму (r, s). Нижче буде доведено бiльш сильний результат для довiльного розпо-
дiлу на (0,∞), що узагальнює лему 1. Даний результат буде використано для вiдслiд-
ковування наявностi одного кластера в графi, що задається стохастичною випадковою
матрицею P .

Теорема 2. Нехай виконуються наступнi умови:

1. Всi елементи матрицi A є незалежними та мають одинаковий розподiл

Aij ∼ Distr,

де розподiл Distr має носiєм пiдмножину множини (0,∞) та має скiнченний мо-
мент порядку 2 + δ, δ > 0.

2. Елементи матрицi переходу за 1 крок Pij визначаються iз спiввiдношення (1).
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Тодi за ймовiрнiстю має мiсце збiжнiсть

λ2 (P ;N)→ 0,

де λ2 (P ;N) 6= 1 – найближче до 1 власне значення матрицi P , N × N – розмiрнiсть
матрицi P .

Доведення. Для доведення даного факту вiдзначимо, що значення λ2 (N), яке вiдповiд-
ає значенням матрицi

Pij = E

(
Aij∑N
j=1Aij

)
рiвне 0. Для доведення цього факту розглянемо власнi значення матрицi P у наступно-
му виглядi

det (λI − P ) = λn + c1λ
n−1 + . . . cn−1λ+ cn,

де коефiцiєнти ci визначаються за формулою

ci = (−1)i
∑
k

det (Mk (i)) ,

де Mk (i) – головнi мiнори матрицi P розмiрностi i× i. Згiдно побудови,

c2 = ... = cN = 0.

Використовуючи даний факт, знайдемо, що характеристичний полiном для матрицi
E(P ) рiвний

E (det (λI − P ) ) = E
(
λn + c1λ

n−1 + · · ·+ cn−1λ+ cn
)

=

= λn + E (c1)λ
n−1 + · · ·+ E (cn−1)λ+ E (cn) =

= λn − λn−1.

Таким чином, розв’язками характеристичного рiвняння є

λ1(E(P )) = 1, λi(E(P )) = 0, i = 2, . . . , N.

Отже, справедливим є той факт, що математичне сподiвання власного значення λ2(P)
рiвне 0 за умов теореми.

Для доведення збiжностi до 0 випадкової величини λ2 розглянемо дисперсiї дiаго-
нальних елементiв

D

(
N∑
i=1

Pii

)
=

N∑
i=1

D (Pii) = ND (P11) ,

оскiльки всi значення Pii є незалежними та однаково розподiленими. Обчислимо дис-
персiю випадкової величини

D (P11) = E
(
P 2
11

)
− 1

N2
.
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Використовуючи означення матрицi P , можна показати, що

E
(
P 2
11

)
=

1

N2
+O

(
1

N2

)
.

Таким чином
D (P11) = O

(
1

N2

)
та

D

(
N∑
i=1

Pii

)
= O

(
1

N

)
.

Для доведення того факту, що λ2 (P ;N) прямує до 0 за ймовiрнiстю, використаємо
нерiвнiсть (2). Використовуючи дане спiввiдношення, отримаємо наступну оцiнку для
дисперсiї λ2 (P ;N):

E(λ2 (P ;N))2 = D(λ2 (P ;N))2 ≤

≤
N∑
i=1

D (λi (N)) ≤ E

(
N∑
i=1

N∑
k=1

(
Pik −

1

N

)(
Pki −

1

N

))
=

= E

(
N∑
i=1

(
Pii −

1

N

)k)
=

N∑
i=1

E

(
Pii −

1

N

)2

=

=
N∑
i=1

D (Pii) = D

(
N∑
i=1

Pii

)
.

Отже, має мiсце нерiвнiсть

D (λ2 (N)) ≤ O

(
1

N

)
.

Використовуючи дану нерiвнiсть та нерiвностi Чебишова, отримаємо твердження тео-
реми.

Результати моделювання власних значень для рiвномiрного розподiлу Aij ∼ U(a, b)

наведенi на рис. 2. З даного рисунка видно, що власнi значення λ2 (P ;N) , . . . , λN (P ;N)

"стягуються" до 0 зi зростанням N . Цей факт описує поведiнку власних значень стоха-
стичної матрицi графа у випадку наявностi тiльки одного кластера.

Загальний вигляд розподiлу власних значень λ2 (N) , . . . , λN (N) при довiльнiй кiль-
костi кластерiв можна знайти, використовуючи методику, запропоновану Марченком та
Пастуром [11]. Зауважимо, що на вiдмiну вiд класичного випадку випадкових матриць,
стохастичнi випадковi матрицi володiють трьома особливостями: по-перше, середнє зна-
чення кожного елемента стохастичної випадкової матрицi має математичне сподiвання
не менше за 0; по-друге, сума елементiв в кожному рядку повинна бути рiвною 1 з
iмовiрнiстю 1; по-третє, елементи стохастичної випадкової матрицi повиннi бути невiд’-
ємними. Данi додатковi обмеження на елементи матрицi змiнюють розподiл власних
значень стохастичної випадкової матрицi P . Проте загальна асимптотична поведiнка
власних значень має ту ж поведiнку, що i для загального випадку випадкових матриць
– рис. 3. Використовуючи отриману вище теорему, нам вдалося довести, що власнi
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Рис. 2: Розподiл λ2 матрицi P за умови Aij ∼ Unif (0, 1) з розмiрнiстю N = 10, 100, 500

(зверху вниз)
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Рис. 3: Власнi значення матрицi P за умови Aij ∼ Unif (0, 1) з розмiрнiстю N =

10, 100, 1000, 3000
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значення матрицi P , якi не несуть iнформацiї про кластернiсть графу, визначаються
спiввiдношенням

|λi(P ;N)| ≤ 1√
N
. (3)

Використовуючи означення власних значень (3), будемо визначати оптимальну кiль-
кiсть кластерiв в графi за допомогою спiввiдношення

kopt = #

{
i = 1, ..., N : |λi(P )− 1| < 1− 1√

N

}
. (4)

Аналiз методом Монте-Карло та аналiз S&P500

Метод Монте-Карло

Перевiримо точнiсть визначення кластерiв за допомогою класичного методу Монте-
Карло [6]. Для перевiрки визначення точностi кластеризацiї, розглянемо наступну про-
цедуру утворення матрицi сумiжностi для графа

A = D + Error,

де D – дiагональна матриця

D =


D1 0 0 . . . 0

0 D2 0 . . . 0

0 0 D3 . . . 0

. . . . . . . . . . . . . . .

0 0 0 . . . Dk

 .

МатрицiDi є матрицями розмiрностi ni×ni, якi визначають кластери в моделi. Матриця
Error – матриця розмiрностi N×N , що задає мiжкластернi зв’язки. Зрозумiло, що при
умовi Error = 0, кiлькiсть власних значень, якi дорiвнюють 1 з iмовiрнiстю близькою
до 1, близька до k. Розглянемо випадок, коли матриця помилок Error вiдмiнна вiд 0.
Для моделювання матриць D та Error будемо використовувати наступнi параметри:

1. Кiлькiсть кластерiв – k.

2. Рiвномiрний дискретний розподiл Ud (na, nb) для моделювання розмiрностi кла-
стерiв, а саме для моделювання ni.

3. Рiвномiрний дискретний розподiл Ud (da, db) для моделювання ненульових елемен-
тiв матрицi D.

4. Рiвномiрний дискретний розподiл Ud (ea, eb) для моделювання ненульових елемен-
тiв матрицi D.



70 Малик I.В., Кнiгнiцька Т.В., Горбатенко М.Ю.

Таким чином, модель залежить вiд 7 гiперпараметрiв

par= (k, na, nb, da, db, ea, eb) .

Для порiвняння отриманих у данiй статтi результатiв (наш метод) використаємо
марковський алгоритм, описаний в роботi [7], та метод лiктя [8]. Для моделювання
методом Монте-Карло будемо використовувати N = 105 iтерацiй.

Використовуючи наведений вище алгоритм для кластеризацiї на графах, кiлькiсть
кластерiв будемо визначати наступним чином

kopt = #

{
i : |λi (P )− 1| < 1− 2√

N

}
.

Результати оцiнки кластерiв за трьома алгоритмами вiдображенi в таблицi 1.
Гiперпараметри
(k, na, nb, da, db, ea, eb)

Марковський
алгоритм [7]

Метод лiктя Наш ме-
тод

r = 2

s = 2

r = 5

s = 2

(15, 10, 20, 4, 5, 0, 1) 40 19 12 15
(15, 10, 20, 10, 20, 2, 5) 43 22 11 15
(25, 30, 50, 10, 20, 2, 5) 67 34 24 25
(40, 4, 20, 10, 20, 2, 5) 100 51 34 38
(15, 10, 20, 10, 20, 2, 5) 42 28 14 15
(15, 10, 20, 10, 20, 8, 15) 36 23 13 15
(50, 10, 20, 10, 20, 8, 15) 115 54 53 46
(20, 10, 20, 10, 20, 8, 15) 53 35 23 20
(20, 10, 20, 10, 20, 1, 15) 32 39 17 20

Таб. 1. Результати визначення оптимального числа кластерiв kopt

Як ми бачимо iз таблицi 1, запропонований в роботi метод дозволяє найточнiше ви-
значати оптимальну кiлькiсть кластерiв, базуючись на стохастичних матрицях графiв.
Даний факт не є дивним, оскiльки дiйснi частини власних значень матрицi P розбива-
ються на три групи:

1. Власнi значення, дiйснi частини яких близькi до 0 та не рiвнi 1. Данi власнi значе-
ння не є визначальними для кластеризицiї, оскiльки вiдображають лише однорi-
днiсть елементiв матрицi. Однорiднiсть елементiв в свою чергу згiдно з теоремою
2 свiдчить про наявнiсть одного кластера.

2. Власнi значення, дiйснi частини яких "вiдмiннi’ вiд 0. Данi власнi значення є
визначальними для кластеризацiї, оскiльки саме на їх кiлькостi i ґрунтується ви-
значення оптимальної кiлькостi кластерiв kopt.

3. Власне значення λ = 1.
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На рис. 4-6 зображено групування власних значень в методi Монте – Карло для
рiзних значень параметрiв. Як можна бачити iз даних рисункiв, при помiрнiй величинi
шуму власнi значення iз другої групи чiтко вiдокремленi вiд власних значень iз першої
групи. Це й дозволяє точно визначати кiлькiсть кластерiв в даних випадках. Крiм того,
власнi значення iз першої групи розподiленi згiдно з напiвколовим розподiлом Вiгнера
з параметром 1√

N
, що узгоджується iз результатами теореми 2. Зауважимо, що матриця

шумiв Error визначається величиною шуму, тобто дисперсiєю шумiв. Використовуючи
дану аналогiю, аналогiчно до теорiї сигналiв з гаусовими шумами [1], можна визначити
показник

SNR =
max{σ2

i }
σ2

,

де σ2
i – дисперсiя елементiв в матрицi Di, σ2 – дисперсiя елементiв матрицi шумiв Error.

Назва показника SNR (Signal to Noise Ratio) має аналогiну назву i при дослiдженнi

Рис. 4: Розподiл дiйсних частин власних значень матрицi P з параметрами par =

(20, 10, 20, 10, 8, 15)

сигналiв.
У випадку сильного зашумлення даних (рис. 6) власнi значення iз груп 1 та 2 об’єд-

нуються. У цьому випадку практично неможливо визначити точне значення kopt. Проте
слiд вiдмiтити, що розподiл власних значень iз групи 1 у даному випадку має статисти-
чно додатнi непарнi моменти. У випадках, коли вплив зашумлення є меншим, асиметрiя
дiйсних частин власних значень iз групи 1 рiвна 0. Даний факт може слугувати вiд-
правною точкою для подальшого аналiзу значення kopt у випадку сильної зашумленостi
даних.
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Рис. 5: Розподiл дiйсних частин власних значень матрицi P з параметрами par =

(20, 10, 20, 10, 1, 3)

Аналiз акцiй S&P500

Розглянемо використання методики, описаної в данiй роботi, для кластеризацiї акцiй
N = 470 компанiй S&P500 даних, фiксованих в перiод 2013 – 2018 рокiв. Для аналiзу
розглянуто M = 1249 денних показникiв вартостi акцiй при закриттi бiрж (close pri-
ce). Власнi значення стохастичної матрицi зображено на рис. 7. Аналогiчно роботi [4],
розглянемо акцiї iз 10 секторiв економiки, тобто реальна кiлькiсть кластерiв рiвна 10

для даного набору даних. Аналогiчно бiльшостi робiт з аналiзу часових рядiв вартостi,
використаємо вiдсотковi ставки акцiй, якi визначаються наступним чином

ri,t = log

(
Si,t
Si,t−1

)
,

де ri,t – вiдсоткова ставка для i-ї акцiї в перiод t, Si,t – вартiсть i-ї акцiї в перiод t, i =

1, ..., N , t = 2, ...,M . При аналiзi кiлькостi кластерiв на основi методу, запропонованого
в данiй роботi, було виявлено, що оптимальна кiлькiсть кластерiв для даного набору
даних рiвна

kopt = 5.

Таким чином, оптимальна кiлькiсть кластерiв майже вдвiчi менша нiж кiлькiсть га-
лузей економiки. Аналогiчний факт для N = 400 акцiй S&P500 в перiод 2002 – 2004
рокiв з M = 44720 вiдмiчений також авторами роботи [4], де зазначено, що реальна
кiлькiсть груп (кластерiв) iз рiзною поведiнкою часових рядiв приблизно вдвiчi менша
за вiдповiдну кiлькiсть галузей економiки. Проте в роботi [4] не вказано точного кри-
терiю визначення kopt, оскiльки проводиться спектральне дослiдження графа на основi
матрицi сумiжностi A, що не дозволяє зробити висновкiв щодо кiлькостi кластерiв.
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Рис. 6: Розподiл дiйсних частин власних значень матрицi P з параметрами par =

(20, 10, 20, 10, 80, 150)

Значення kopt = 5 означає, що деякi сектори економiки є дуже пов’язанi i не можуть
бути вiдслiдкованi за допомогою вартостей акцiй компанiй iз даних галузей. Крiм того,
вплив "мiжгалузевих" компанiй1 також призводить до зменшення числа кластерiв kopt
для даного набору даних.

Висновки

У роботi запропоновано новий метод визначення оптимальної кiлькостi кластерiв
kopt при кластеризацiї об’єктiв, що задаються неструктурованими даними (графами та
часовими рядами) на основi спектрального аналiзу стохастичної матрицi даного графу.
Використовуючи метод Монте-Карло, вдалося показати, що запропонований метод дає
кращi результати для визначення оптимальної кiлькостi кластерiв kopt у порiвняннi iз
деякими класичними методи. Оскiльки даний алгоритм є спектральним, то його скла-
днiсть спiвпадає iз складнiстю знаходження власних значень для матрицi P . Ще однiєю
перевагою даного алгоритму є те, що вiн не є чутливим до кластерiв рiзного розмiру,
тобто спiввiдношення мiж розмiрами кластерiв практично не впливають на точнiсть
алгоритму.

Теоретичнi результати роботи було перевiрено для N = 470 акцiй S&P500, розгляну-
тих в перiод за 2013 – 2018 роки. Результати оцiнки оптимального значення kopt спiвпали
iз вiдповiдними оцiнками для даних компанiй в iнший перiод часу.

Наприклад, компанiя Apple Inc є мiжгалузевою компанiєю, оскiльки реалiзує свої товари на ринках
рiзних галузей.
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Рис. 7: Власнi значення стохастичної матрицi, побудованої для N = 470 акцiй S&P500
в перiод 2013 – 2018 рокiв з M = 1249 показниками.
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This paper deals with the problem of clustering on graphs based on the eigenvalues of the
stochastic matrix of the graph. It is proved, that the eigenvalues of the stochastic matrix for
large graphs (N > 100) are divided into three groups, one of which is decisive for the number
of clusters in the graph. Using the theory of random matrices, it was possible to show, that the
asymptotic distribution of the subgroup of the real parts of the eigenvalues of the stochastic
matrix of the graph is described by a semicircular Winger distribution, and the parameter of this
distribution is O

(
1√
N

)
. The use of stochastic matrices made it possible to accurately localize

the eigenvalues responsible for the number of clusters, which was not possible for adjacency
matrices. The basic assumptions of the model are related to the properties of Markov discrete
chains, which allows to extend the scope of the obtained results to a wider class of objects.
Theoretical results were verified by clustering time series describing the value of N = 470

shares of S&P500 data for the 6 years period (2013 – 2018). The clustering of these time series
showed the results of the presence of 5 clearly defined groups, consistent with the data used. A
covariance matrix with zeros on the diagonal elements was used to construct a stochastic matrix
for time series. This approach made it possible to localize the main clusters more precisely. The
main result of the work is devoted to asymmetric matrices with mathematical expectations not
equal 0, which allowed to generalize some results of Big Data theory. Also, the dependence of
clustering results on the cluster size, the number of clusters and the asymmetry of cluster size
is noted in the paper. Using the Monte-Carlo method, it is shown that the proposed Markov
algorithm is more stable to noise in the graph than some of classical algorithms.


